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Où en est-on dans notre problème d’apprentissage supervisé ?
On sait que si n, la taille des données est suffisamment grand par
rapport à la taille de θ alors Errtrain ne dévie pas de Erresp.
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Où en est-on dans notre problème d’apprentissage supervisé ?
On sait que si n, la taille des données est suffisamment grand par
rapport à la taille de θ alors Errtrain ne dévie pas de Erresp.

On sait que des décisions optimales se prennent si on a acces à pY |X .

On a vu des modèles permettant d’estimer pY |X ou pX ,Y .

La plupart du temps, il est plus efficace d’apprendre ces modèles à partir
de vecteurs z(i) obtenus à partir des exemples x(i).
Nous allons voir différentes façons de calculer ces vecteurs z(i) dans ce
chapitre.
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Pré-traitements : plusieurs niveaux possibles
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Pré-traitements basiques

Pré-traitements : centrage des données
Il s’agit de calculer une représentation intermédiaire selon :

z(i) = x(i) − µ avec µ = 1
n

n∑
i ′=1

x(i ′). (1)
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Pré-traitements basiques

Pré-traitements : centrage des données

Utilité : ramener les données dans une gamme où les algorithmes ne
saturent pas.

-1 1

1

z

sgm (z)
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Pré-traitements basiques

Pré-traitements : centrage + réduction
Il s’agit de calculer une représentation intermédiaire selon :

z(i)
j = 1

σ̂j

(
x (i)

j − µj
)

avec σ̂j =

√√√√1
n

n∑
i ′=1

(
x (i ′)

j − µj
)2
. (2)
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Pré-traitements basiques

Pré-traitements : centrage + réduction

Utilité : éviter qu’une dimension « prenne toute la place ». (Exemple avec
k-PPV)

(départ) (centré réduit)
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Pré-traitements basiques

Pré-traitements : centrage + blanchiment (ZCA)
En supposant les x(i) centrés, on calcule la représentation intermédiaire
selon :

z(i) = WT · x(i) avec W = Chol
((

X · XT
)−1)

. (3)
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Pré-traitements basiques

Pré-traitements : centrage + blanchiment (ZCA)

Utilité : décorréler les dimensions.

(départ) (centré blanchi)
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Pré-traitements basiques

Pré-traitements : Encodage one-hot

Utilité : utiliser des algorithmes acceptant uniquement des inputs
continues (ex : nnets) sur des données catégoriques.

Exemple
On s’intéresse à un problème d’approbation de crédit. Les exemples
d’apprentissages sont composés des entrées suivantes :

x = [ salaire endettement situation familiale nbr enfant ] (4)
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Pré-traitements basiques

Pré-traitements : Encodage one-hot

Principe : rajouter autant d’entrées binaires que de catégories possibles.

Exemple
On s’intéresse à un problème d’approbation de crédit. Les exemples
d’apprentissages sont composés des entrées suivantes :

x = [ salaire endettement situation familiale nbr enfant ] (5)

Après encodage one-hot, on a :

x = [ salaire endettement célib. marrié union libre nbr enfant ] (6)
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Pré-traitements basiques

Pré-traitements : Encodage des données manquantes

Exemple (continué)
On s’intéresse à un problème d’approbation de crédit. Les exemples
d’apprentissages sont composés des entrées suivantes :

x = [ salaire endettement situation familiale nbr enfant ] (7)

Dans mon dataset, la première entrée de l’exemple i est inconnue :

x(i) = [ ? ? 50000 célib. 0 ] (8)
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Pré-traitements basiques

Pré-traitements : Encodage des données manquantes

Solution : utiliser une variable binaire pour préciser si la donnée est là ou
pas.

Exemple (continué)
Dans mon dataset, la première entrée de l’exemple i est inconnue :

x(i) = [ ? ? 50000 célib. 0 ] (9)

Elle devient donc :

x(i) = [ 0 0 50000 célib. 0 ] (10)
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Pré-traitements basiques

Pré-traitements : Encodage des données manquantes

Solution : utiliser une variable binaire pour préciser si la donnée est là ou
pas.

Exemple (continué)
Dans mon dataset, la première entrée de l’exemple i est connue :

x(i) = [ 2000 50000 célib. 0 ] (11)

Elle devient donc :

x(i) = [ 2000 1 50000 célib. 0 ] (12)
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Pré-traitements basiques

Pré-traitements : cas particulier des signaux

signal = fonction du temps, de
l’espace ou des deux.

exemple : parole, musique, image,
vidéos..
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Réduction de dimension par apprentissage de représentation
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : but

On a parlé dans le 1er chapitre du phénomène de la malédiction de la
dimension !

Ce phénomène caractérise le fait que le problème d’apprentissage
devient beaucoup plus difficile quand dim (X) croît.

Cependant, on sait que l’information contenue dans la dimension j est
potentiellement partiellement répétée dans une autre dimension j ′.

On cherche donc un moyen d’éliminer les dimensions redondantes et
l’analyse en composantes principales (ACP) en est un.
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Réduction de dimension par apprentissage de représentation

Apprentissage de représentation : principe

On parle d’apprentissage de représentation quand on transforme les
vecteurs d’entrée x en un nouveau vecteur z et que cette
transformation est déduite des données.

Espoir : les z(i) sont séparables à l’aide d’algorithmes plus simples
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Réduction de dimension par apprentissage de représentation

Apprentissage de représentation : principe

Algo + simple → − de paramètres → − de risque d’overfitting.

Si en plus dim (z) < dim (x) alors en plus je combats la malédiction
de la dimension.

Déjà vu : Auto-encoders et DBNs.
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
Approche en 2 temps

Rq : l’ACP fonctionne sur des données non centrées, mais les calculs sont
légèrement plus simples après centrage.

Intuition géométrique : projection orthogonale qui étale les données au
max.
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
Etape n◦1 :

La transformation opérée est similaire à celle du blanchiment.

On procède comme suit :
1 Calcul de la matrice de variance-covariance : Σ = X · XT .

2 On trouve la matrice Q tel que Λ = QT ΣQ est diagonale.

La matrice Q est appelée matrice de vecteurs propres.

Chaque colonne qj de Q est appelé vecteur propre (eigenvector).

Chaque élément diagonal λj = Λjj de Λ est appelée valeur propre
associée au vecteur propre qj .
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
Etape n◦1 : remarques

Comme les données sont centrées, la matrice Σ se calcule selon

Σij = 1
n

n∑
k=1

x (k)
i x (k)

j (voir Chap. 2).

Elle est donc de taille d × d .

Les vecteurs qj sont orthogonaux ! On a qT
j · qj′ = 0 si j 6= j ′.

Chaque valeur propre λj est la variance des données selon la nouvelle
dimension j .
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
Etape n◦1 : remarques

Comme les données sont centrées, la matrice Σ se calcule selon

Σij = 1
n

n∑
k=1

x (k)
i x (k)

j (voir Chap. 2).

Elle est donc de taille d × d .

Les vecteurs qj sont orthogonaux ! On a qT
j · qj′ = 0 si j 6= j ′.

Chaque valeur propre λj est la variance des données selon la nouvelle
dimension j .
−→ Hypothèse : les (nouvelles) dimensions décorrélées à petite
variance ne séparent pas bien les classes.
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
Etape n◦2 :

On élimine toutes les nouvelles dimensions telles que λj < seuil.

Règle du pouce :
seuil = 0.9×max

j
λj . (13)
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
L’hypothèse sur la variance des nouvelles dimensions est elle toujours
vraie ?
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
L’hypothèse sur la variance des nouvelles dimensions est elle toujours
vraie ? Non !
Exemple des datasets en forme de cigarre

(données centrées) (projetées selon la val.p. max)
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
L’hypothèse sur la variance des nouvelles dimensions est elle toujours
vraie ? Non !
Exemple des datasets en forme de cigarre

(données centrées) (projetées selon la val.p. min)
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
Malgré tout, cela fonctionne bien dans de nombreux cas. Voici un exemple
sur une partie du dataset mnist qui contient des images manuscrites du
chiffres “3”.

Vecteurs
Propres
appris

(1er vec. propre) (2ème vec. propre) (100ème vec. propre) (784ème vec. propre)
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Malgré tout, cela fonctionne bien dans de nombreux cas. Voici un exemple
sur une partie du dataset mnist qui contient des images manuscrites du
chiffres “3”.

Vecteurs
Propres
appris

(1er vec. propre) (2ème vec. propre) (100ème vec. propre) (784ème vec. propre)

Input
Reconstruite

(20 vec. propres) (100 vec. propres) (400 vec. propres) (784 vec. propres)
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Réduction de dimension par apprentissage de représentation

Réduction de dimensions : ACP
L’efficacité visible de l’ACP dans l’exemple précédent vient de la propriété
suivante :
Propriété
Pour un nombre fixe K de vecteurs orthogonaux wj et de coefficients zj ,
on souhaite renconstruire l’entrée x selon

x ≈ x̂ =
K∑

j=1
zj ×wj . (14)

La solution donnée par l’ACP en sélectionnant les vecteurs associées au K
plus grandes valeurs propres et en prenant zj = wT

j · x est la meilleure au
sens de l’erreur de reconstruction moyenne :

1
n

n∑
i=1

∥∥∥x(i) − x̂(i)
∥∥∥2 (15)
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Réduction de dimension par apprentissage de représentation

Décomposition en valeurs singulières (SVD) :
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Réduction de dimension par apprentissage de représentation

Décomposition en valeurs singulières (SVD) :

C’est une méthode très proche de l’ACP mais on part directement de
la matrice X et non de Σ.
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Réduction de dimension par apprentissage de représentation

Décomposition en valeurs singulières (SVD) :

C’est une méthode très proche de l’ACP mais on part directement de
la matrice X et non de Σ.

On obtient la factorisation matricielle suivante :

XT︸︷︷︸
n×d

= U︸︷︷︸
n×n
· S︸︷︷︸

n×d

· VT︸︷︷︸
d×d

. (16)
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Réduction de dimension par apprentissage de représentation

Décomposition en valeurs singulières (SVD) :

Toutes les entrées n’appartenant pas à la diagonale principale de S
sont nulles.

Les éléments diagonaux de S sont notés s j = S jj et appelées valeurs
singulières.

On a la realtion
s j =

√
λj . (17)
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Réduction de dimension par apprentissage de représentation

Décomposition en valeurs singulières (SVD) :

Les colonnes de la matrice U sont appelées vecteurs singuliers
gauches.

Les colonnes de la matrice V sont appelées vecteurs singuliers droits.

On a les realtions

U = eig
(
XT · X

)
, (18)

V = eig
(
X · XT

)
= Q. (19)
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Réduction de dimension par apprentissage de représentation

Décomposition en valeurs singulières (SVD) :

Conclusion : Choisir les k plus gros s j (et annuler les autres) aboutit
aux même projetés qu’avec l’ACP où nous aurions gardé les k plus
gros λj
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Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) :

Il s’agit d’une technique supervisée où on cherche la droite de vecteur
directeur v où les données projetées z(i) = vT · x(i) seront le mieux
séparées en fonction de leur classe.

[Bishop 2006]
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Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) : Principe

Soit m1 la moyenne des z(i) dans la classe 1 et m2 celle de la classe 2.

Pour séparer les classes, j’ai envie d’avoir |m2 −m1| grand !

.. mais c’est insuffisant, il faut aussi σ1 et σ2 petit.

Le critère (à maximiser) proposé par Ficher est :

(m2 −m1)2

σ21 + σ22
. (20)
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Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) : Principe

La solution est donnée par :

v ∝ (S1 + S2)−1 · (x̄1 − x̄2) , (21)

avec :
x̄k la moyenne des exemples (avant projection) appartenant à la
classe n◦i ,
Si la matrice de variance-covariance empirique calculée à partir des
exemples (avant projection) appartenant à la classe n◦i .
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Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) :

Gros inconvénient : on projette en 1D ! !

Si on voulait classifier derrière, il reste juste à chosir un seuil τ . On
pourrait fitter des Gaussiennes pour chaque distribution condtionnelle
des Z |Y = c.

Si on a un problème à ` classes, alors la méthode est extensible et on
prejette sur `− 1 classes.

John Klein (UdL) A2DI 37 / 88



Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) :

Gros inconvénient : on projette en 1D ! !

Si on voulait classifier derrière, il reste juste à chosir un seuil τ . On
pourrait fitter des Gaussiennes pour chaque distribution condtionnelle
des Z |Y = c.

Si on a un problème à ` classes, alors la méthode est extensible et on
prejette sur `− 1 classes.

John Klein (UdL) A2DI 37 / 88



Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) :

Gros inconvénient : on projette en 1D ! !

Si on voulait classifier derrière, il reste juste à chosir un seuil τ . On
pourrait fitter des Gaussiennes pour chaque distribution condtionnelle
des Z |Y = c.

Si on a un problème à ` classes, alors la méthode est extensible et on
prejette sur `− 1 classes.

John Klein (UdL) A2DI 37 / 88



Réduction de dimension par apprentissage de représentation

Analyse discriminante linéaire de Fisher (Fisher LDA) :

Il existe un algorithme d’apprentissage appelé Analyse discriminante
linéaire (LDA).

Il s’agit d’un modèle génératif où les class conditional distributions
sont Gaussiennes multivariées :

X |Y = c ∼ N (µc ,Σ) (22)

Dans ce modèle, toutes ces distribution partagent la même matrice Σ.

L’objectif est donc complètement différent de l’analyse discriminante
linéaire de Fisher.
John Klein (UdL) A2DI 38 / 88
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Réduction de dimension par apprentissage de représentation

Apprentissage de variétés (manifold learning) :
Il existe des datasets pour lesquels, aucune projection linéaire ne
donnera de bons résultats.

En général, les données vivent dans une zone de l’espace d’attribut
qui est beaucoup plus petite que l’espace et dont les contours sont
assez lisses.
Une telle zone est appelée en géométrie variété (manifold).
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Réduction de dimension par apprentissage de représentation

Apprentissage de variétés (manifold learning) :
Exemples d’algorithmes pour apprendre à « dérouler »la variété.

Multidimensional Scaling (MDS) : on apprend directement les
vecteurs z qui vivent dans un espace plus petit et préservent les
distances :

n∑
i=1

n∑
i ′=1

(∥∥∥x(i) − x(i ′)
∥∥∥− ∥∥∥z(i) − z(i ′)

∥∥∥)2 . (23)

Cette fonction de coût est minimisée par rapport aux z(i).
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Réduction de dimension par apprentissage de représentation

Apprentissage de variétés (manifold learning) :
Exemples d’algorithmes pour apprendre à « dérouler »la variété.

ISOMAP :
1 construction d’un graphe d’adjacence entre les x(i) proches les un des

autres.
2 calcul de distances géodésiques entre les x(i) au sens du chemin de

longueur minimal dans le graphe,
3 application de MDS avec ces distances.
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Réduction de dimension par apprentissage de représentation

Apprentissage de variétés (manifold learning) :
Autres Exemples :

Local Linear Embedding (LLE) : on apprend pour une approximation
linéaire de chaque x(i) à partir de ses voisins. On cherche les z(i) qui
vivent dans un espace plus petit et préservent ces approximations.

ACP à noyaux : On va calculer les val. propres et vec. propres de la
matrice de covariance

1
n

n∑
i=1

Φ
(
x(i)
)

Φ
(
x(i)
)T

,

où Φ est une transformation engendrant un noyau 1

κ
(
x(i), x(j)

)
= Φ

(
x(i)
)T

Φ
(
x(j)
)
.

1. fonction avec quelques propriétés spécifiques.
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Réduction de dimension par apprentissage de représentation

Apprentissage de variétés (manifold learning) :
Autres Exemples :

Self Organizing Maps (SOM) : Il s’agit de fitter une grille 2D (en
général) aux données → surtout utile pour de la visualisation de
données
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image from the SOM wikipedia
page.

fig. tirée de Elements of
Statistical Learning, Hastie and
Tibshirani 2008.
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Sélection d’attributs
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Sélection d’attributs

Sélection d’attributs :
On a toujours la même envie de réduire la dimension, mais on veut le
faire directement sur les vecteurs x(i)
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Sélection d’attributs

Sélection d’attributs :

1ère idée : sélection exhaustive en utilisant Errtest
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Sélection d’attributs

Sélection d’attributs :

2ème idée : on va les prendre un par un, toujours en utilisant Errtest .

On commence avec aucun attribut.

On entraîne l’algo dimension par dimension (d entraînements) et on
garde la meilleure.

On itère ensuite en entraînant avec celle gardée plus une des restantes
(d − 1 entraînements)
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Sélection d’attributs

Sélection d’attributs :

etc.. On arrête quand on atteint un nombre convenu à l’avance de
dimensions ou que Errtest augmente.

On parle de Forward Feature Selection.

L’approche par éliminations succéssives (Backward) est aussi possible.

Dans le pire des cas, on fait d(d+1)
2 apprentissages.
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Vous rappelez-vous de la régression linéaire dans le cas Bayésien ?

pθ|D (w, b, σ) ∝
n∏

i=1

1√
2πσ

e−
(y(i)−(wT .x(i)+b))2

2σ2︸ ︷︷ ︸
likelihood

× 1√
2πσ0

e
−

[w b]·

[
w

b

]
2σ20︸ ︷︷ ︸

prior sur w et b

,

J (θ) = NLL (w, b, σ) + log
(√

2πσ0
)

+
[w b] ·

[
w

b

]
2σ20

.

John Klein (UdL) A2DI 49 / 88



Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)
σ0 est en réalité un hyperparamètre qu’on ne peut pas apprendre..

Sortons le du vecteur de paramètres et posons plus simplement :

θ =
[

w

b

]
. (24)

Au final, on peut se contenter de minimiser :

J (θ) = NLL (θ) + δ × ‖θ‖22 .

où δ > 0 est un hyperparamètre qui remplace σ0.

Ce terme de régularisation est appelé pénalité L2 et l’approche est
connue sous le nom de Ridge regression.
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Ridge regression

Le problème peut en
fait être ré-écrit
comme :

arg min
θ t.q.‖θ‖2≤B

NLL (θ)

(25)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Lasso

Changeons légèrement
le problème :

arg min
θ t.q.‖θ‖1≤B

NLL (θ)

(26)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Lasso

Changeons légèrement
le problème :

arg min
θ t.q.‖θ‖1≤B

NLL (θ)

(26)

→ Certaines dimensions sont annulées !
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Lasso peut aussi se ré-exprimer comme le problème de minimisation
de la fonction de coût J :

J (θ) = NLL (θ) + δ ‖θ‖1 , (27)
(28)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Lasso peut aussi se ré-exprimer comme le problème de minimisation
de la fonction de coût J :

J (θ) = NLL (θ) + δ ‖θ‖1 , (27)

=
(
y− XT · θ

)T
·
(
y− XT · θ

)
+ δ ‖θ‖1 , (28)

(29)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Lasso peut aussi se ré-exprimer comme le problème de minimisation
de la fonction de coût J :

J (θ) = NLL (θ) + δ ‖θ‖1 , (27)

=
(
y− XT · θ

)T
·
(
y− XT · θ

)
+ δ ‖θ‖1 , (28)

=
n∑

i=1

(
y (i) − θT · x(i)

)2
+ δ

d∑
j=1
|θj |, (29)

(30)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)
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de la fonction de coût J :
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)T
·
(
y− XT · θ

)
+ δ ‖θ‖1 , (28)

=
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i=1

(
y (i) − θT · x(i)

)2
+ δ

d∑
j=1
|θj |, (29)

=
n∑

i=1

(
y (i) − θjx (i)

j − θ−j
T · x(i)

−j

)2
+ δ

d∑
j=1
|θj | (30)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Lasso : on a une fonction de coût J convexe, on va donc dériver :

∂

∂θj
J (θ) = ∂

∂θj

n∑
i=1

(
y (i) − θjx (i)

j − θ−j
T · x(i)

−j

)2
+ δ

∂

∂θj

d∑
j=1
|θj |
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Problème : la valeur absolue n’est pas dérivable en zéro.
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Problème : la valeur absolue n’est pas dérivable en zéro.

-1 1

1

z

|z |

d
dz |z | =


−1 si z < 0
?? si z = 0
1 si z > 0
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Nouveau concept : le sous-différentiel.
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Nouveau concept : le sous-différentiel.

-1 1

1

z

|z |

∂|z | =


−1 si z < 0
[−1; 1] si z = 0
1 si z > 0
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Calculons le sous-différentiel de J par rapport à θj :

∂θjJ = Ajθj − Bj + δ × ∂|θj |,

=


Ajθj − Bj − δ si θj < 0
[−Bj − δ;−Bj + δ] si θj = 0
Ajθj − Bj + δ si θj > 0

(31)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Calculons le sous-différentiel de J par rapport à θj : et maintenant ?

Comme d’habitude, notre estimé de θj sera la valeur θ̂j telle que

∂ θ̂j
J = 0,

⇔


Aj θ̂j − Bj − δ si θj < 0
[−Bj − δ;−Bj + δ] si θj = 0
Aj θ̂j − Bj + δ si θj > 0

= 0 (32)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Commençons par le 1er cas : si θ̂j < 0 :

Aj θ̂j − Bj − δ = 0,

⇔ θ̂j = Bj + δ

Aj
. (33)

Quand choisit-on cet estimé ?

θ̂j < 0 ⇔ Bj + δ

Aj
< 0,

⇔ Bj + δ < 0,
⇔ Bj < −δ. (34)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Le 3ème cas est similaire : si θ̂j > 0 :

Aj θ̂j − Bj + δ = 0,

⇔ θ̂j = Bj − δ
Aj

. (35)

Quand choisit-on cet estimé ?

θ̂j > 0 ⇔ Bj − δ
Aj

> 0,

⇔ Bj − δ > 0,
⇔ Bj > δ. (36)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Et pour le 2ème cas alors ? ? quand θ̂j = 0 ?

Et bien quand θ̂j = 0 ... on choisit θ̂j = 0 ! ! !

Quand choisit-on cet estimé ?

−Bj − δ ≤ ∂J
(
θ̂j
)

= 0 ≤ −Bj + δ,

⇔ −δ ≤ Bj ≤ δ. (37)
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Bilan :

θ̂j =


Bj +δ

Aj
si Bj < −δ

0 si Bj ∈ [−δ; δ]
Bj−δ

Aj
si Bj > δ

(38)

Attention, cela ne donne l’estimé que pour une seule dimension

Il faut itérer pour les autres.
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Sélection d’attributs

Lasso
Initialiser θ̂ et δ.
Calculer Aj , ∀j : Aj ←− 2

∑n
i=1

(
x (i)

j

)2
.

while pas convergé do
for j de 1 à d do
Calculer Bj ←− 2

∑n
i=1

(
y (i) − θ̂

T
−j · x

(i)
−j

)
x (i)

j .
if Bj < −δ then
Mettre à jour le paramètre : θ̂j ←− Bj +δ

Aj
.

else if Bj > δ then
Mettre à jour le paramètre : θ̂j ←− Bj−δ

Aj
.

else
Mettre à jour le paramètre : θ̂j ←− 0.

end if
end for

end while
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Sélection d’attributs
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Les modèles Ridge et Lasso sont les solutions du problème de
minimisation de la NLL à laquelle on a ajouté une pénalité L2 et L1
respectivement.

La norme Lp s’écrit :

‖x‖p =

 d∑
j=1
|xj |p

1/p

, ∀x ∈ Rd . (39)

Du coup .. si p = 1 est plus sparse que p = 2.. est ce que choisir p
encore plus petit ne serait pas mieux ?

Oui, mais on perd la convexité de la fonction J (minima locaux).
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Sélection d’attributs

Sélection d’attributs : parcimonie (sparsity)

Pénalité L0 : définition

La norme Lp s’écrit :

‖x‖0 =
d∑

j=1
1− I0 (xj) , ∀x ∈ Rd . (40)
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Apprentissage non supérvisé
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Apprentissage non supérvisé

Non supervisé : K-means

Objectif : identifier l’existence de groupes/agrégats/clusters
au sein de données non étiquetées (classes ck inconnues)

Principe :

Choisir le nombre de clusters K ,

À partir de K centres initiaux µk (points dans l’input space) :
pour chaque 1 ≤ k ≤ K , identifier l’ensemble des points ck plus proche
de µk que de tout autre centre,
remplacer µk par le centre (moyenne) de ck

Itérer jusqu’à convergence (démontrée mathématiquement).
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Apprentissage non supérvisé

Non supervisé : K-means

Illustration fig. tirée de Elements of Statistical Learning, Hastie and Tibshirani 2008.

14.3 Cluster Analysis 511
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FIGURE 14.6. Successive iterations of the K-means clustering algorithm for
the simulated data of Figure 14.4.
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Apprentissage non supérvisé

Non supervisé : K-means
Principe

Points initiaux : K entrées choisies au hasard...

⇒ lancer plusieurs fois l’algorithme et conserver le meilleur résultat,

Meilleur résultat : minimise
K∑

k=1

∑
C(i)=k

‖x(i) − µk‖2

Limitations :
choix de K ? non imbrication lorsque K décroît...
importance relative des clusters, hiérarchie ?

Version soft générative : algorithme EM (Expectation-Minimization
⇒ cours Estimation, Hastie p. 272, Bishop p. 430) pour un modèle
de mélange de K distributions.
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Apprentissage non supérvisé

Non supervisé : K-means
Exemple : Geyser Old Faithful
Données :

272 mesures, éruptions du geyser Old Faithful à Yellowstone

x1 : durée des éruptions en minutes,

x2 : temps d’attente avant la prochaine éruption

identification de 2 types d’éruptions
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Apprentissage non supérvisé

Non supervisé : K-means
Exemple : Geyser Old Faithful fig. tirée de Pattern Recognition and Machine Learning, Bishop 2006.
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Apprentissage non supérvisé

Non supervisé : K-means
Exemple : Génétique et tumeurs cancéreuses6 1. Introduction
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FIGURE 1.3. DNA microarray data: expression matrix of 6830 genes (rows)
and 64 samples (columns), for the human tumor data. Only a random sample
of 100 rows are shown. The display is a heat map, ranging from bright green
(negative, under expressed) to bright red (positive, over expressed). Missing values
are gray. The rows and columns are displayed in a randomly chosen order.

fig. tirée de Elements of Statistical
Learning, Hastie and Tibshirani
2008.

Données :

Matrice 6830x64 nombres réels mesurant :

l’expression d’un gène particulier = lignes
chez un sujet donné = colonnes

64 vecteurs d’entrée x(i) de d = 6830 valeurs.

étiquettes/cibles : y (i) = breast (cancer du sein),
melanoma (peau)... :

⇒ utilisées a posteriori pour vérifier la
pertinence du clustering.
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Apprentissage non supérvisé

Non supervisé : K-means
Exemple : Génétique et tumeurs cancéreuses
Résultats pour K=3 :

14.3 Cluster Analysis 513
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FIGURE 14.8. Total within-cluster sum of squares for K-means clustering ap-
plied to the human tumor microarray data.

TABLE 14.2. Human tumor data: number of cancer cases of each type, in each
of the three clusters from K-means clustering.

Cluster Breast CNS Colon K562 Leukemia MCF7

1 3 5 0 0 0 0
2 2 0 0 2 6 2
3 2 0 7 0 0 0

Cluster Melanoma NSCLC Ovarian Prostate Renal Unknown

1 1 7 6 2 9 1
2 7 2 0 0 0 0
3 0 0 0 0 0 0

The data are a 6830 × 64 matrix of real numbers, each representing an
expression measurement for a gene (row) and sample (column). Here we
cluster the samples, each of which is a vector of length 6830, correspond-
ing to expression values for the 6830 genes. Each sample has a label such
as breast (for breast cancer), melanoma, and so on; we don’t use these la-
bels in the clustering, but will examine posthoc which labels fall into which
clusters.

We applied K-means clustering with K running from 1 to 10, and com-
puted the total within-sum of squares for each clustering, shown in Fig-
ure 14.8. Typically one looks for a kink in the sum of squares curve (or its
logarithm) to locate the optimal number of clusters (see Section 14.3.11).
Here there is no clear indication: for illustration we chose K = 3 giving the
three clusters shown in Table 14.2.
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Apprentissage non supérvisé

Non supervisé : K-means
Exemple : Quantification vectorielle d’images
1 pixel = x(i) = (xR , xV , xB) =⇒ clustering 3d

utilisation de K couleurs seulement
K = 2 K = 3 K = 10 Original image
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Apprentissage non supérvisé

Non supervisé : K-medoids
Objectif : identifier l’existence de clusters au sein de données non
étiquetées, à partir des distances entre les points seulement

Principe :

Choisir le nombre de clusters K ,
Pour une affectation des points x(i) aux clusters ck ⇔ µk :

trouver l’observation minimisant la distance à tous les autres points au
sein de chaque cluster :

1 ≤ k ≤ K , i∗k = arg min
i∈ck

∑
q∈ck

d(x(i), x(q))

les centres deviennent : µk = x(i∗
k )

affecter chaque entrée x(i) à la classe du centre le plus proche

Itérer jusqu’à convergence (démontrée mathématiquement).
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Apprentissage non supérvisé

Non supervisé : K-medoids
Exemple : en 1990, des étudiants de Sciences-Po ont noté sur 10 les
"distances" entre 2 pays parmi 12 pays (Belgique, Brésil, Chili...)

14.3 Cluster Analysis 517

TABLE 14.3. Data from a political science survey: values are average pairwise
dissimilarities of countries from a questionnaire given to political science students.

BEL BRA CHI CUB EGY FRA IND ISR USA USS YUG

BRA 5.58
CHI 7.00 6.50
CUB 7.08 7.00 3.83
EGY 4.83 5.08 8.17 5.83
FRA 2.17 5.75 6.67 6.92 4.92
IND 6.42 5.00 5.58 6.00 4.67 6.42
ISR 3.42 5.50 6.42 6.42 5.00 3.92 6.17
USA 2.50 4.92 6.25 7.33 4.50 2.25 6.33 2.75
USS 6.08 6.67 4.25 2.67 6.00 6.17 6.17 6.92 6.17
YUG 5.25 6.83 4.50 3.75 5.75 5.42 6.08 5.83 6.67 3.67
ZAI 4.75 3.00 6.08 6.67 5.00 5.58 4.83 6.17 5.67 6.50 6.92

min
C, {ik}K

1

K∑

k=1

∑

C(i)=k

diik
. (14.38)

Kaufman and Rousseeuw (1990) propose an alternative strategy for directly
solving (14.38) that provisionally exchanges each center ik with an obser-
vation that is not currently a center, selecting the exchange that produces
the greatest reduction in the value of the criterion (14.38). This is repeated
until no advantageous exchanges can be found. Massart et al. (1983) derive
a branch-and-bound combinatorial method that finds the global minimum
of (14.38) that is practical only for very small data sets.

Example: Country Dissimilarities

This example, taken from Kaufman and Rousseeuw (1990), comes from a
study in which political science students were asked to provide pairwise dis-
similarity measures for 12 countries: Belgium, Brazil, Chile, Cuba, Egypt,
France, India, Israel, United States, Union of Soviet Socialist Republics,
Yugoslavia and Zaire. The average dissimilarity scores are given in Ta-
ble 14.3. We applied 3-medoid clustering to these dissimilarities. Note that
K-means clustering could not be applied because we have only distances
rather than raw observations. The left panel of Figure 14.10 shows the
dissimilarities reordered and blocked according to the 3-medoid clustering.
The right panel is a two-dimensional multidimensional scaling plot, with
the 3-medoid clusters assignments indicated by colors (multidimensional
scaling is discussed in Section 14.8.) Both plots show three well-separated
clusters, but the MDS display indicates that “Egypt” falls about halfway
between two clusters.
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Apprentissage non supérvisé

Non supervisé : K-medoids
Exemple : en 1990, des étudiants de Sciences-Po ont noté sur 10 les
"distances" entre 2 pays parmi 12 pays (Belgique, Brésil, Chili...)

Clustering en K = 3 groupes + représentation simplifiée :

518 14. Unsupervised Learning
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FIGURE 14.10. Survey of country dissimilarities. (Left panel:) dissimilarities
reordered and blocked according to 3-medoid clustering. Heat map is coded from
most similar (dark red) to least similar (bright red). (Right panel:) two-dimen-
sional multidimensional scaling plot, with 3-medoid clusters indicated by different
colors.

14.3.11 Practical Issues

In order to apply K-means or K-medoids one must select the number of
clusters K∗ and an initialization. The latter can be defined by specifying
an initial set of centers {m1, . . . ,mK} or {i1, . . . , iK} or an initial encoder
C(i). Usually specifying the centers is more convenient. Suggestions range
from simple random selection to a deliberate strategy based on forward
stepwise assignment. At each step a new center ik is chosen to minimize
the criterion (14.33) or (14.38), given the centers i1, . . . , ik−1 chosen at the
previous steps. This continues for K steps, thereby producing K initial
centers with which to begin the optimization algorithm.

A choice for the number of clusters K depends on the goal. For data
segmentation K is usually defined as part of the problem. For example,
a company may employ K sales people, and the goal is to partition a
customer database into K segments, one for each sales person, such that the
customers assigned to each one are as similar as possible. Often, however,
cluster analysis is used to provide a descriptive statistic for ascertaining the
extent to which the observations comprising the data base fall into natural
distinct groupings. Here the number of such groups K∗ is unknown and
one requires that it, as well as the groupings themselves, be estimated from
the data.

Data-based methods for estimating K∗ typically examine the within-
cluster dissimilarity WK as a function of the number of clusters K. Separate
solutions are obtained for K ∈ {1, 2, . . . ,Kmax}. The corresponding values
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Apprentissage non supérvisé

Non supervisé : Spectral Clustering

Soit W = [Wij ] une matrice de similarité entre exemples :

Wij = exp

−
∥∥∥x(i) − x(j)

∥∥∥2
a

 (par exemple)

On construit le graphe G tel que
chaque exemple x(i) est un noeud,
chaque arrête relie deux noeuds si Wij > seuil,
les arrêtes existantes sont pondérées par Wij

Clustering ⇔ Partionnement du graphe.

Bon partionnement : couper les arrêtes de poids faibles.
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Apprentissage non supérvisé

Non supervisé : Spectral Clustering

Soit L le Laplacien du graphe G :

L =



∑
i
W0i 0 . . . 0

0 . . . ...
... . . . 0
0 . . . 0

∑
i
Wni


−W

Soient
(
z(j)
)m

j=1
les m vecteurs propres de L associées aux plus

petites valeurs propres et et soit la matrice de taille n ×m

Z =


z(1)

 · · ·

z(m)


 (41)
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Apprentissage non supérvisé

Non supervisé : Spectral Clustering

Nouvelle représentation : z̃(i) = lignei (Z) = Zi ,: pour l’exemple x(i).

On peut ensuite, par exemple, utiliser K-means sur les z̃(i).
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Apprentissage non supérvisé

Non supervisé : Spectral Clustering
Exemple : fig. tirée de Elements of Statistical Learning, Hastie and Tibshirani 2008.

546 14. Unsupervised Learning
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FIGURE 14.29. Toy example illustrating spectral clustering. Data in top left are
450 points falling in three concentric clusters of 150 points each. The points are
uniformly distributed in angle, with radius 1, 2.8 and 5 in the three groups, and
Gaussian noise with standard deviation 0.25 added to each point. Using a k = 10
nearest-neighbor similarity graph, the eigenvector corresponding to the second and
third smallest eigenvalues of L are shown in the bottom left; the smallest eigen-
vector is constant. The data points are colored in the same way as in the top left.
The 15 smallest eigenvalues are shown in the top right panel. The coordinates of
the 2nd and 3rd eigenvectors (the 450 rows of Z) are plotted in the bottom right
panel. Spectral clustering does standard (e.g., K-means) clustering of these points
and will easily recover the three original clusters.
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Conclusions

Messages importants du chapitre :

Les pré-traitements ont un impact fort sur les performances globables.

Ils permettent de tirer meilleur parti des algorithmes vus dans les
autres chapitres et de contourner certains problèmes (données
manquantes, mixtes, etc.).

L’ACP est une méthode non-supervisée qui permet de réduire
drastiquement la dimension et décorrèle les composantes.

.. mais elle peut effacer une dimension discriminante.

Les modèles qui utilisent une pénalité sparse encodent naturellement
une sélection d’attributs qui est apprise.

Les méthodes non supervisées reposent essentiellement sur le
regroupement des exemples à l’aide de calculs de similarités bien
sentis.
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Annexes

ACP : Pourquoi la val. propre λj est-elle la variance des données selon la
“nouvelle dimension j” dont le vecteur directeur est le vecteur propre qj ?
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Annexes

ACP : Pourquoi la val. propre λj est-elle la variance des données selon la
“nouvelle dimension j” dont le vecteur directeur est le vecteur propre qj ?

En fait, c’est commme ça qu’on a construit la transformation de l’ACP :
On cherche q1 tel que

Var
[{

qT
1 · x(i)

}n

i=1

]
= max

q t.q. ‖q‖2=1
Var

[{
qT · x(i)

}n

i=1

]
(42)
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Annexes

ACP : Pourquoi la val. propre λj est-elle la variance des données selon la
“nouvelle dimension j” dont le vecteur directeur est le vecteur propre qj ?

En fait, c’est commme ça qu’on a construit la transformation de l’ACP :
On cherche q1 tel que

Var
[{

qT
1 · x(i)

}n

i=1

]
= max

q t.q. ‖q‖2=1
Var

[{
qT · x(i)

}n

i=1

]
(42)

On comprend cette équation comme un problème de maximisation où je
cherche une droite dont le vecteur directeur q1 est de norme unitaire et les
projetés de mes exemples sur cette droite ont une variance maximale.
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“nouvelle dimension j” dont le vecteur directeur est le vecteur propre qj ?

En fait, c’est commme ça qu’on a construit la transformation de l’ACP :
On cherche q1 tel que

Var
[{

qT
1 · x(i)

}n

i=1

]
= max

q t.q. ‖q‖2=1
Var

[{
qT · x(i)

}n

i=1

]
(42)

On comprend cette équation comme un problème de maximisation où je
cherche une droite dont le vecteur directeur q1 est de norme unitaire et les
projetés de mes exemples sur cette droite ont une variance maximale.

Le projeté de l’exemple x(i) sur cette droite est qT
1 · x(i).
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ACP
Partons de la définition du terme de variance :

Var
[{

qT · x(i)
}n

i=1

]
= 1

n

n∑
i=1

(
qT · x(i) − E

[{
qT
1 · x(i)

}n

i=1

])2
(43)
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ACP
Partons de la définition du terme de variance :

Var
[{

qT · x(i)
}n

i=1

]
= 1

n

n∑
i=1

(
qT · x(i) − E

[{
qT
1 · x(i)

}n

i=1

])2
(43)

Le terme d’espérance est la moyenne des projections :

E
[{

qT
1 · x(i)

}n

i=1

]
= 1

n

n∑
i=1

qT
1 · x(i), (44)

= qT
1 ·

1
n

n∑
i=1

x(i), (45)

= qT
1 · µx , (46)

où µx est la moyenne des exemples d’apprentissage.
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ACP
Notre terme de variance devient :

Var
[{

qT · x(i)
}n

i=1

]
= 1

n

n∑
i=1

(
qT · x(i) − qT · µx

)2
, (47)

= 1
n

n∑
i=1

qT ·
(
x(i) − µx

)
·
(
x(i) − µx

)T
· q,

= qT ·
(
1
n

n∑
i=1

(
x(i) − µx

)
·
(
x(i) − µx

)T
)
· q,

= qT ·Σ · q,

et Σ est la matrice de variance-covariance de nos exemples
d’apprentissage.
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ACP
Avec l’astuce du Langrangien, j’introduis un paramètre λ et mon problème
de maximisation devient :

Var
[{

qT
1 · x(i)

}n

i=1

]
= max

q
qT ·Σ · q + λ (1− ‖q‖2) , (48)

= max
q

qT ·Σ · q + λ
(
1− qT · q

)
. (49)
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ACP
Avec l’astuce du Langrangien, j’introduis un paramètre λ et mon problème
de maximisation devient :

Var
[{

qT
1 · x(i)

}n

i=1

]
= max

q
qT ·Σ · q + λ (1− ‖q‖2) , (48)

= max
q

qT ·Σ · q + λ
(
1− qT · q

)
. (49)

Cette expression est une forme quadratique convexe. Elle est donc
maximale en un unique point q où ses dérivées sont nulles. On résout
donc :

d
dq

{
qT ·Σ · q + λ

(
1− qT · q

)}
= 0, (50)

⇔ 2Σ · q− 2λq = 0, (51)
⇔ Σ · q = λq. (52)
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Avec l’astuce du Langrangien, j’introduis un paramètre λ et mon problème
de maximisation devient :

Var
[{

qT
1 · x(i)

}n

i=1

]
= max

q
qT ·Σ · q + λ (1− ‖q‖2) , (48)

= max
q

qT ·Σ · q + λ
(
1− qT · q

)
. (49)

Cette expression est une forme quadratique convexe. Elle est donc
maximale en un unique point q où ses dérivées sont nulles. On résout
donc :

d
dq

{
qT ·Σ · q + λ

(
1− qT · q

)}
= 0, (50)

⇔ 2Σ · q− 2λq = 0, (51)
⇔ Σ · q = λq. (52)

La relation ci-dessus est la définition de ce qu’est être un vecteur propre q
associé à la valeur propre λ.
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ACP
Montrons que la valeur propre λ est la variance des données projetées sur
q :

Σ · q = λq, (53)
⇔ qT ·Σ · q = λqT · q, (54)

⇔ Var
[{

qT
1 · x(i)

}n

i=1

]
= λ. (55)
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ACP
Montrons que la valeur propre λ est la variance des données projetées sur
q :

Σ · q = λq, (53)
⇔ qT ·Σ · q = λqT · q, (54)

⇔ Var
[{

qT
1 · x(i)

}n

i=1

]
= λ. (55)

Pour finir, il suffit d’itérer en cherchant le prochain vecteur q2 qui
maximisera encore la variance après projection mais qui sera orthogonal
(donc décorrélé) à q1 :

q2 = arg max
q t.q. ‖q‖2=1 et q·q1=0

Var
[{

qT · x(i)
}n

i=1

]
(56)
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